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If you are looking for a career where your services will be

in high demand, you should find something where you provide
a scarce, complementary service to something that is getting
ubiquitous and cheap. So what’s getting ubiquitous and cheap?
Data. And what is complementary to data? Analysis.

— Prof. Hal Varian, UC Berkeley, Chief Economist at Google
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Fenomeno “Big Data”

BIG DATA
REVOLUTION



Volume de Dados no Mundo

O 2000, 800 Terabytes
Q 2006, 160 Exabytes
O 2009, 500 Exabytes(Internet)
Q 2012, 2.7 Zettabytes

aQ 2020, 35 Zettabytes, 2020
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Multiplos do byte
Prefixo binario (IEC) Prefixo do S
NMome Simbolo MdRtiplo Mome Simbolo Mdltiplo
byte B 2% byte B
kibibyte KB  2'°  Kiobyte kB
mebibyte MB 2"  megabyte MB
gibibye GB 2 gigabyte GB
tebibyte TiB  2*°  terabyte  TB
pebibyte PiB  2°° petabyte PB
exbibyte EB  2°Y  exabyte EB
zebibyte ZIB  2'°  zettabyte ZB
yobibyte YiB  2%°¢  yottabyte  YB
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Quem esta gerando esses dados?

12+ TBs

of tweet data
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IDC Digital Universe (12

3 "Extracting Value

from Chaos” - a

iInformacao mundial

esta dobrando a A Decade of Digtal Universe Growth: Storage in Exabytes

cada 2 anos - 1.8 200

zettabytes foram

criados em 2011,

crescendo mais que ™

a lei de Moore. 200
g

2005
Source: IDC's Digital Universe Study, sponsored by EMC, June 2011
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IDC Digital Universe /2)

"As the volume and complexity of data
barraging businesses from all angles
Increases, IT organizations have a choice:
they can either succumb to information-
overload paralysis, or they can take steps to
harness the tremendous potential teeming
within all of those data streams”

Jeremy Burton, Executive Vice President,
Product Operations and Marketing for EMC.



Big Data = Volume de Dados ?
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Os 3 V's do Big Data
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Além disso ...

d Grande volume de dados esta disponivel
para qualquer pessoa,

d Recursos computacionais estao tambem
disponivels — cloud, internet, dispositivos
moveis, sensores, etc.



E ainda mauis ...

d Diferente das tentativas anteriores:

> Computacao Distribuida
> Banco de Dados Distribuido
» Computacao em Grade

d Computacao em nuvem é REAL:

> Crescimento Organico: Google, Yahoo,
Microsoft, e Amazon

> Governos pretendem criar suas proprias
Infraestruturas



E se pudessemos analisar o "Big Data?”




Dengue Watch
Heatmap
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Dengue Survelllance
Twitter X Official Data
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Fonte: Janaina Gomide, Adriano Veloso, Wagner Meira Jr., Virgilio Almeida, Fabricio Benevenuto,
Fernanda Ferraz, Mauro Teixeira: Dengue Surveillance Based on a Computational Model of

Spatio-temporal Locality of Twitter. WebSci 2011: 1-8.



World Cup Watch
Twitter View of a Match
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Existe muito dado intocado ...

Services
08728

Fonte: Digital Universe Study



As ferramentas de analise sao pobres ...




Precisamos de ferramentas de
analise sofisticadas ...

d Lidem com 5 V's do Big Data;
d Nao mais limitada a sumarizacao e
agregacao de dados;

d Precisamos realizar analises complexas
baseadas em mineracao de dados e
técnicas estatisticas;

d Precisamos urgentemente de tecnicas de
gerenciamento de Big Data;




Usar tecnologias maduras ...

1 40 anos de pesquisa em BD;

1 Tecnologias existentes lidam bem com:
> Volume de Dados,
» Variedade de Modelos;
» Stream de Dados;
> Fonte de dados heterogeneas e distribuidas;

O Porém, sao necessarias novas técnicas:

> Analise de Padrbes Temporais;
> Processamento em tempo real,
> Incerteza, subjetividade e ambiguidade,
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e adapta-las ao novo contexto ...

A Otimizacao baseada em I/O nao deve ser
uma premissa,;

d Muitas analises precisam iterar sobre o
dado diversas vezes,

d Devemos mover 0S programas e nao 0s
dados;

3d Fal

na € uma regra e nao uma excecao !
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E ainda tem mais ...

 Precisamos de algoritmos eficientes:
O(n), O(log n)
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O que podemos usar agora?
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Analise de Dados na Cloud

d Escalabilidade para grandes volumes de
dados:
> Scan 100 TB em1 node @ 50 MB/sec = 23 dias;
> Scan em 1000-node cluster = 33 minutos;

3 Possibilidade de Dividir e Conquistar
> Estratégias de particionamento dos dados;

d Commodities:
» NOs (baratos, mas néo confiaveis);
> Rede;

» Tolerancia a falhas automatica (poucos
administradores);

> Facil de usar (menos programadores);



Plataforma para Analise de Dados em Larga Escala

d Tecnologias de Banco de Dados Paralelos:
» Madura had mais de duas décadas;

> Multi-billion dollar industry: Proprietary DBMS
Engines intended as Data Warehousing
solutions for very large enterprises;

d Map Reduce:
> Criado pelo Google;
» Popularizado pela Yahoo! (Hadoop);



Tecnologias para Big Data

A Guide to the New Generation of Data Tools

Glossary

O’REILLY" Pete Warden



Tecnologias para Big Data

3 NoSQL Databases O Processing
» MongoDB, CouchDB, > R, Yahoo! Pipes

Cassar(ljdra 0 NLP
d Map Reduce > NL Toolkit, OpenNLP

» Hadoop, Hive, Pig _ .
d Machine Learning

d Storage WEKA Mah
» S3, Hadoop >_ o .a out
Distributed File 3 Visualization
System » Gephi, GraphViz
d Servers

d Serialization

> EC2, Google App > JSON. BSON

Engine
29



Oportunidades




Real time

Data
Velocity

Batch

Potential Use Cases for Big Data Analytics

Credit & Market Risk in Banks

Fraud Detection (Credit Card) & Financial Crimes (AML) in Banks
including Social Network Analys

Event-based Marketing in Fi ancial,Serv‘ices and Telecoms

fmization in Retail

Claims and Tax Fraud in Public

Social Media
Se?timent Analysis

Markdown Op

Maintenance in
Aerospace

Demand Forecasting or? iesmﬁaa :‘.':;Tth

in Manufacturing Records

Video Surveillance/
Analysis

Structured Semi-structured Unstructured

Traditional Data
Warehousing

Text Mining

Fonte: Alberto Laender Web
Science, 2011 Presentation. Data Variety



Novos Empregos !

“Em 2018, os EUA enfrentara uma escassez
de 140.000 a 190.000 profissionals com
capacidade de realizar analise detalhada,
assim como existira uma caréncia de 1.5 M
de gerentes e analistas com conhecimento
em analise de Big Data...”

McKinsey Report on Big Data



Muitas Oportunidades de Pesquisa

U

oo O O

Analysis and modeling
of social behavior

Social media:
propagation and
difusion

Theory and models of
social networks

Link analysis and data
mining

Ranking algorithms
Recommender systems
Information extraction
Replica identification

o0 OoooDpoood 00

Entity recognition
Query log and
clickstream analysis
Collaborative filtering
Sentiment analysis
Opinion mining
Human computation
Crowdsourcing

Security, privacy, risks
and confidence

Community computing
Qutros ...
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Algoritmos de Mineracao de Dados
em Big Data

~3

V

e
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Boas Praticas para Analise em Big Data

O Processamento
centralizado nao é
adequados para Big Data;

3 Objetivo: elencar um
conjunto de boas praticas
para que esses
algoritmos sejam
modificados e
satisfatorios para o
contexto de Big Data.




Boas Praticas para Analise em Big Data

d 1° principio: Uso do paralelismo e do paradigma de
divisao e conquista [Ji et al. 2012], isso pode ser
alcancado utilizando MapReduce.

MAP REDUCE

Big Data

36



Boas Praticas para Analise em Big Data

a 2° principio: Distribuicao/particionamento dos
dados deve ser balanceado entre 0s nos do
cluster, a fim de evitar sobrecarga em um noé em
particular. E necessario nesse caso observar o
desvio da distribuicao do dado.
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Boas Praticas para Analise em Big Data

Q0 3° principio: E comum a utilizac&o de replicacéo
para paralelizar os algoritmos. No contexto de Big
Data, € importante evitar replicacao de dados, ja
gue possivelmente pode resultar em crescimento
exponencial da quantidade de dados a se
processar.
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Boas Praticas para Analise em Big Data

d 4° principio: Os sistemas sobre os quais esse
algoritmos executam também devem ser
satisfatorios para a analise de dados Big Data
[Cohen et al. 2009, Herodotou et al. 2011].

d Magnetic N
Agile e W
Deep =

4
4
d Data-lifecycle- awareness
4
4

=

‘(\

Elasticity
Robustness
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Boas Praticas para Analise em Big Data

d Magnetic:

= Capacidade de manipular qualgquer fonte de dados;
a Agile:

= Adaptacao a evolucao dos dados;

d Deep:
= Suporte a analises complexas;
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Boas Praticas para Analise em Big Data

ad Data-lifecycle-awareness:
= Otimizacao da movimentacao, armazenamento e
processamento dos dados BigData,
d Elasticity:
= Ajustar o uso dos recursos aos requisitos dos usuarios
e do processamento da carga de trabalho;

d Robustness:
= Prover servicos mesmo com adversidades (falhas);

41



Boas Praticas para Analise em Big Data

ad Os trabalhos apresentados a seguir seguem
alguns desses principios, o que os torna
adequados para grandes volumes de dados.
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J

“Let’s start with the obvious observation: data intensive
processing is beyond the capability of any individual
machine and requires clusters—which means that large-
data problems are fundamentally about organizing
computations on dozens, hundreds, or even
thousands of machines. This is exactly what MapReduce
does...”

Data-Intensive Text Processing with
MapReduce

Jimmy Lin and Chris Dyer
University of Maryland, College Park



Itens Frequentes/Regras de Associacao

a Identificar padroes e regras de associacao entre os itens de
dados, ou seja, descobrir guais itens aparecem juntos
frequentemente nesse conjunto de dados.

Monique Kessous - Levo a minha vida assim
de MoniqueKessousVEVO « 1 ano atras « 37.344 visualizaghe

Musicvideo by Monique Kessous performing Levo a minha vids
Entertainment Brasil [tda.




Itens Frequentes/Regras de Associacao

d Dado um conjunto de transacoes, encontre regras que
predizem a ocorréncia de um item baseado na
ocorréncia de outros itens na transacao.

Lista de compras no
supermercado

TID Items
Bread, Milk

Bread, Diaper, Beer, Eggs

Milk, Diaper, Beer, Coke

Bread, Milk, Diaper, Beer

Ol B W N -

Bread, Milk, Diaper, Coke

Exemplos de Regras de
Associacao:

{Diaper} — {Beer},
{Milk, Bread} — {Eggs,Coke},
{Beer, Bread} — {Milk},



Itens frequentes e Regras de Associagao

ad Apriori [Agrawal et al. 1994 ]
a O tempo gasto pode ser exponencial [Yang et al.

2010];

ad [Yang et al. 2010]

d
d
d

Apriori paralelizado via MapReduce;
Multiplas iteracoes de MapReduce;

Uma iteracao produz um item frequente, e deve-
se continuar iterando até que nao existam mais
itens novos a serem adicionados;

Pode ser muito custoso para um grande volume
de dados;
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Itens frequentes e Regras de Associagao

d [Riondato et al. 2012]
Q Nao usa replicacao de dados;

aQ Amostras randomicas e pequenas do conjunto de
dados;

J

Q Os resultados gerados sao coletados, agregados
e filtrados para prover uma uUnica saida;

Q Minera subconjuntos randdémicos do conjunto de
dados, o resultado final € uma aproximacao da
solucao real;
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Itens frequentes e Regras de Associagao

O [Riondato et al. 2012] difere dos outros [Cryans et
al. 2010, Ghoting et al. 2011, Hammoud 2011, Li et

al. 2008, Li and Zhang 2011, Yang et al. 2010]:

Q Nao usa replicacao de dados para paralelizar a
computacao;

Q A extracao dos itens frequentes quanto a criacao
das regras sao feitas via MapReduce.
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Classificacao

O Capazes de realizar predicao de categorias;

O Mais conhecidos:
Q Vizinhos mais proximo [Cover and Hart 1967];
O Rede bayesianas [Michie et al. 1994];
0O Arvore de decisdo [Quinlan 1986];

O Pesquisas focaram em paraleliza-los para serem
adequados a grandes volumes de dados;

O [He et al. 2010] propoe uma versao paralelizada para os 3
algoritmos;

O [Kim and Shim 2012], [Lu et al. 2012], [Ghoting et al. 2011],

[Zhou et al. 2012], [Panda et al. 2009] aplicam/implementam
classificacao com MapReduce;
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Clusterizacao

3 Encontrar grupos de objetos;

O Objetos que pertencem a um mesmo grupo sao
similares(ou relacionados);

ad Objetos que pertencem a grupos distintos sao diferentes
(ou nao relacionados).

Distancia entre
pontos de clusters
diferentes é
maximizada

Distancia entre
pontos dentro do
cluster € minimizada

© 0g

OO OO
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DBSCAN: Density Based Spatial Clustering Application with Noise
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Clusterizacao: k-means

Pode ser exponencial no pior caso;

Solucéao pode ser de um 6timo local, e possivelmente longe
de se obter um 6timo global;

k-means++ [Arthur and Vassilvitskii 2007]
O Evolucao do k-means;

ad Oferece melhor estratégia de inicializacéo dos
centroides;

Aplicabilidade e limitada para grandes volumes de dados:

O Deve-se iterar k vezes sobre os dados para encontrar
um bom conjunto de centroides inicialmente;
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Clusterizacao: k-means

a Ideal:
O menor numero de iteracoes;

O Selecionar mais que um ponto em cada iteracao da
mesma maneira que o K-means++,

O Em [Bahmani et al. 2012]:

O Estrategia paralela para reduzir o numero de iteracoes
necessarias, a fim de obter uma boa inicializacao
utiizando MapReduce;

O Aplicabilidade possivel para grandes volumes de dados;
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Clusterizacao: DBScan

d

O O

[He et al. 2011] e [Dai and Lin 2012] seguem a mesma
proposta implementacao do DBScan usando MapReduce e
particionamento baseado em grid,;

[Dai and Lin 2012]: particionamento centralizado para
distribuir bem os dados;

Estratégia para juncao de clusters que estao em particoes
diferentes e que contém 0s mesmos pontos em suas
fronteiras;

Esses pontos sao replicados;

Replicacao pode afetar a eficiencia da clusterizacao para
grandes volumes de dados;

Nosso estudo de caso mostra uma implementacao do
DBScan usando MapReduce sem replicacao para
grandes volumes de dados;
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Infraestrutura para
Analise em Big Data

—
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Big Data

computing

inSCIENCE
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Big Data

4
d

U O

U O O

Wikipedia possui + de 3,5 milhdes de paginas
Yahoo! + de 650M de usuarios, 11B visitas a
paginas/mes

Flick + de 5B de fotos

Facebook: 1B de usuarios, 1,13 Trilhoes de
"likes", 219B de fotos e 140.3B de relacionamentos

Youtube: 100 horas de videos adicionado a cada
minuto

Twitter: 80 TB e 1B de tweets por dia
Boeing: 640 TB gerados em um voo transatlantico
Wal-Mart: 2,5 PB e 1 milhao de transacoes/hora
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Onde e como armazenar,
processar e analisar este volume
de dados?




Computacao em Nuvem

O Servicos basicos e essenciais sao todos
entregues de uma forma transparente

d A mesma ideia tem sido aplicada no contexto
da informatica

» Cloud Computing ou Computacao em Nuvem

d Computacao em Nuvem
> ldela antiga: Software como um Servico (SaaS)
® Entrega de aplicacdes atraves da Internet

> Recentemente: “‘[Hardware, Infraestrutura, Plataforma]
COMO um servico”

m “X como um servigco’
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Computacao em Nuvem: Amazon AWS

GovCloud US West US West US East South EU Asia Asia
(US ITAR (Northern (Oregon) (Northern America (Ireland) Pacific Pacific
Region) California) Virginia) (Sao Paulo) (Singapore) (Tokyo)
O O

O
o°°
Q o P -
Q@ o0
o o
O
O

Regides AWS
O Pontos Edge AWS
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Computacao em Nuvem: Promessas




Computacao em Nuvem
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Computacao em Nuvem:

Elasticidade

¥ Previsao

A Alocacdo de de
capacidades Carga
[
=
< Sem “falta" de
(@) capacidades
—~ T
@)
a
- Redugdo do E possivel a
L<) excesso de “ reducao das
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5 caso da reducao
Reducdo dos da carga
investimentos -
iniciais Carga Atual
\
® >
Tempo

Fonte: Microsoft
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Computacao em Nuvem: Ameacas

Q Privacidade
> Seus dados e de seus cliente sao armazenados no
provedor
d Dependéncia de provedor de nuvem
> Sem controle fisico sobre o hardware

» E se governo decide encerrar a “nuvem”? ou obrigar
0 provedor a fornece informacoes?

> E se o datacenter “quebra™?

J Limitado ao provedor (lock-in)

> Adaptando solucdes para servigcos especificos
(nao-padrao)

66



Computacao em Nuvem
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Computacao em Nuvem

Itau VR

Schneider @?G FARMERS

a}EIecth UMQWW @I’?E'ﬁ% NASDAQ @
| STANDARD

. UL &POOR'S oumncn m
Adobe ELSEWER HOUSE

= bankinter. griICSSON 2 w lLAFARGE PBS

Autodesk ! \{b(]apve mini

_ Ll)c\vwl]orl\cmws HITACHI SEEA

5L theguardian amazoncom ¥ UniCredit

68



Computagcao em Nuvem
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Computacao em Nuvem

ad Alto investimento inicial Q Pagamento pelo uso
O Alto custo de manutencdo O Menor custo de manutencao
aQ Quant. fixa de recursos d Sob demanda
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Computacao em Nuvem
30% 70%

Gestao de Infra e “manter as luzes
acesas” em Tl

Seu Negocio

Gestao de
Mais tempo para focar no negocio Ativos de
Nuvem

70% 30%

e

Fonte: Amazon

Sem preocupacao com infra
99.95 de disponibilidade
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Computacao em Nuvem: Custo AWS

Tipo CPU RAM Disco Custo hora
Standard
Micro 1 0.6 GB 8 GB $0.02
Small 1 1.7 GB 160 GB $0.06
Large 2 7.5 GB 850 GB $0.24
Extra Large 8 15 GB 1690 GB $0.48
High CPU
Extra Large 20 7 GB 1690 GB $0.58
High Memory
4 XL 26 68.4 GB 1690 GB $1.62
Cluster GPU
4 XL 33.5 22 GB 1690 GB $2.10
Standard Storage ( GB) $ 0.095
Glacier Storage (GB) $0.01
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Computacao em Nuvem

J

Lista Top 500

> Elenca os 500 supercomputadores mais rapidos do
mundo

1.064 instancias do EC2 foram usadas para criar
um supercomputador com 17.024 cores

240 teraflops de velocidade
> 240 trilhdes de operacdes por segundo

Esse supercomputador € o 72° computador mais
rapido do mundo
> Lista do Top 500 (jun/2012)

Vocé pode aluga-lo por menos de US$ 1.000/h

Fonte: Daniel Cordeiro
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- . amazon
Computacao em Nuvem: Mitos

3d Nuvem é apenas uma “moda” passageira PEnmsuncd
3 A nuvem ndo é confiavel ‘ —
3d A nuvem nao é segura

O

RKS Shell
ad Eu irel perder 0 controle dos dados

Q Custo é a Unica vantagem da nuvem
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Computacao em Nuvem

ad Aplicacoes existentes
» Migracao para a nuvem

d Novas aplicacoes

> Grande volume de dados
B Internet of Things (loT)
® Big Data

d Diferentes abordagens VOLTDB
> Sistemas relacionais R
> NoSOL
2 NUO

> NewSQL

. &
@ =(a/o a .mOHgODB HBASE Cassandra
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Hadoop
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U O

U OO

Hadoop

Framework open-source,

Desenvolvimento e execucao de aplicacOes distribuidas que
processam grandes quantidades de dados;

Como lidar com falhas no cluster?
Arquitetura permite escalonamento proximo ao linear;

Se a demanda por capacidade de processamento aumenta,
a unica restricado € sobre o orcamento previsto para
adicionar novas maquinas;

Analise vai ao encontro dos dados;:




Hadoop File System(HDFS)

O Particiona os dados no cluster:

d Varias copias dos dados sao replicadas, como
controle de falha do hardware;

ad O codigo é enviado para a maquina que contém
0 dado sobre o qual se pretende operar,

3 Como muitos bancos de dados NoSQL,
organiza os dados por chave e valor, ao inves
de por relacoes;



MapReduce

d Paradigma de programacao funcional;

ad Gerencia o processamento paralelo de um grande
volume de dados distribuidos;

ad Trabalha em dois passos fundamentais:

=  Map: modulo particionador do Hadoop divide o
problema em peguenos subconjuntos e os atribui a
processos de map que o solucionam;

= Reduce: combina os resultados dos processos de map
e prepara a saida da operacdo MapReduce;



Processos do Hadoop

1 NameNode
1 DataNode
 TaskTracker
1 JobTracker

MapReduce
layer

HDFS
layer

master

task task
tracker tracker

slave

—

data
node

multi-node cluster




MapReduce

Input

A

the quick

brown fox

the fox ate
the mouse

how now

brown cow

Map Shuffle & Sort

the, 1
brown, 1
fox, 1

how, 1
now, 1
brown, 1

ate, 1
mouse, 1

Reduce

Reduce }——»

Reduce }——'

Output

Wz

brown, 2
fox, 2
how, 1
now, 1
the, 3

ate, 1
cow, 1
mouse, 1

quick, 1
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Estudo de Caso

Big Data
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MapQuest: Maps, GPS & Traffic
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INRIX Traffic, Maps & Alerts
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Coleta de dados

O Colaboracao Humana
ad Crowd-sourcing;

O Recebe/Reporta acidentes, regioes perigosas e
outros eventos vistos na via;

O Recomendacao: posto de gasolina com preco mais
barato mais perto de vocé.

ad Orientar a acao dos agentes publicos;
ad Compartilhamento via emall Facebook, Twitter e Foursquare.




O que fazer a mais com esses dados?
3 Analisar o comportamento do transito nas cidades e
descobrir padroes:

ad Em quais trechos da cidade ocorrem mais
congestionamento?

O Busca por solucoes eficazes de reengenharia de




Descricao — Estudo de Caso

d Dados coletada de transito por meio de sites e GPS;
3 Velocidade média em que os carros trafegam;
3 Latitude, longitude e o horario da coleta;

ad Aplicacao de algoritmo de mineracao para grandes
volumes de dados;

ad Como paralelizar os algoritmo no contexto de dados
de transito?

d Plataforma de nuvem;

d MapReduce;
me, longitude, velocidade>
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Por que e Big Data?

ad Grande volume de dados a ser gerenciado;

A Variedade: Dados obtidos a partir de diferentes
fontes, nao apresentam a mesma estrutura;

A Velocidade: informacoes chegam aos conjuntos
de dados a todo instante de tempo. Os sensores
coletam a posicao espaco temporal do velculo
bem como a sua velocidade; v

Variedade Volume
Big
Data

Velocidade
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Infraestutura de Computacao em Nuvem

J

J
J

Ambiente de nuvem privada da Universidade
Federal do Ceara (UFC);

Plataforma OpenNebula;

#MVs:11 com sistema operacional Ubuntu, 8GB
de memodria RAM e 4 unidades de CPU;

Hadoop 1.1.2, :@had G

PostgreSQL 9.1 e biblioteca Spatial and
Geographic Objects for PostgreSQL (PostGIS)
para manipular objetos espaciais;

OpenNebula.org
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Analise para Big Data

3 Objetivo: mostrar como a técnica de mineracao
fol modificada para ser aplicada em Big Data;

N

latitude, longitude, veIocidade)

J

Congestionamento:velocidade<20 km/h I

Somente os pontos de baixa
velocidade

Grupos de alta densidade por proximidade
geografica %

ﬂ Resultado da Analise Agrupamento por tempo

Visualizagao dos potenciais congestionamentos I &
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Algoritmo DBScan para Big Data

d Primeira fase.

O Map: <k:rua,v:posicao_geografica(lat,lon)>;

O Reduce:
O <k:rua,v:[lat,lon]>;
O DBScan é aplicado;

O Saida: Clusters armazenados em base de dados;

o* <ruaAzi, [lat,lon]>

. <rualn, [lat,lon]>

<ruaBs, [lat,lon]>

: <ruaB.m, [lat,lon]>

<ruaki, [lat,lon]>

e <ruakp, [lat,lon]>

e Primeira Fase

L 4
L4
Teo, MapReduce os®
...... ““‘

.....

<C1, [UCr]>

<C2, [UGq]>

<Cn, [UCp]>

Candidatosa merge
usando geometria
de clusters

-

<C1, [UCr]>

<C2, [UCq]> Merge
<Cn, [UCp]> Merge

Segunda Fase

\ MapReduce /

92



Algoritmo DBScan para Big Data

DO

reunidos em apenas um cluster?

A Dois clusters podem ter pontos a uma distancia menor que eps,
de tal sorte que se os dados fossem processados em um
mesmo reduce ou fossem de uma mesma particao, teria-se

apenas um unico cluster?

<ruaAzi, [lat,lon]>

<ruaAln, [lat,lon]>

<ruaBs, [lat,lon]> f
: <ruaB.m, [lat,lon]> .

<ruaks, [lat,lon]>

<ruaK-p, [lat,lon]>

Primeira Fase

\ MapReduce

*
'Qe clusters
*

\d

<C1, [UCr]> 1%
B

<C2, [UCql>| |3

<Cn, [UCp]>

.
'-‘ Candidatosa merge
*, usando geometria

-

4 <Cn, [UCp]> [, D

Particionamento feito por ruas e as ruas se cruzam;
Quais clusters de ruas diferentes se interceptam ou podem ser

<C1, [UCr]>

i

<C2, [UCq]> >

Segunda Fas

\ MapReduce /

'; Merge

Merge

Merge
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Algoritmo DBScan para Big Data

d Cada cluster € armazenado como um objeto geomeétrico no

banco de dados;

d Objetos que estao a uma distancia de no maximo eps para a
fase de merge;

O Tuplas com pares de clusters candidatos a merge sao
passados com mesma chave para o proximo MapReduce;

g}

<ruaAyi, [lat,lon]>

<ruaAn, [lat,lon]>

<ruaBa, [lat,lon]>

<ruaBm, [lat,lon]>

<ruaks, [lat,lon]>

<ruakKp, [lat,lon]>

Primeira Fase

\ MapReduce

% Candidatosa merge
‘ .
s, usando geometria

'«;e clusters

5 .
N .
. .
-------

g
4 <Cn, [UCp]> D) Merge
L4

<c1, [UC> I\/Ierge
| |
.

*C2, [UCa]> ) Merge

Segunda Fase

MapReduce
N R
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Algoritmo DBScan para Big Data

O Segunda fase.

O Map: funcao identidade;

O Reduce:

Q
Q
Q

Q

key: Menor id de clusters Ci que podem ser reunidos em um so;
value: [UCi] - candidatos a merge;

Merge quando existem dois core points pi e pj, sendo pi do cluster

Ci e pj do cluster Cj;

Tratamento de pontos noise;
O Saida: Clusters atualizados na base de dados;

<ruaAz, [lat,lon]>

<ruaA-n, [lat,lon]>

<ruaBs, [lat,lon]>

[ <ruaB-m, [lat,lon]>

<ruaks, [lat,lon]>

<ruaK-p, [lat,lon]>

Primeira Fase

\ MapReduce

Candidatosa merge
usando geometria
de clusters

<C1, [UCr]>

<C2, [UCq]>

L]
.
.
.
% | <Cn, [UCp]>
.
v

<C2, [UCq]>

[ D Merge

°

. .
*s Segunda Fase o

",MapReduce o
.O. “

*

L
v,
<
D)
)
®
n
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(i N N

Tutorial - Instalacao Hadoop

https://sites.google.com/site/ufcckp8444/wiki/map-reduce
Instalac&o Single Node;

Instalac&o Multi Node;

Exemplo de execucao de MapReduce;
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https://sites.google.com/site/ufcckp8444/wiki/map-reduce
https://sites.google.com/site/ufcckp8444/wiki/map-reduce
https://sites.google.com/site/ufcckp8444/wiki/map-reduce
https://sites.google.com/site/ufcckp8444/wiki/map-reduce
https://sites.google.com/site/ufcckp8444/wiki/map-reduce

Utilizacao da VM — Hands On

O https://sites.google.com/site/ufcckp8444/wiki/map-

reduce/dbscan-distribuido-utilizando-mapreduce
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Resultados da Analise

O Regides com concentracao de veiculos em Fortaleza - Ceara

o s
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Resultados da Analise

O Regides de alta densidade de veiculos de baixa velocidade em
Fortaleza - Ceara
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Resultados da Analise — Variagcao do eps

ad Variacao eps: 100,150,200,250,300 e 350;
Qd Estatico:

O Quantidade de pontos: 246142,

Q MinPoints: 50;

—¢— Eps Vanation for Qur Approach

230000 5

220000

210000

200000 <+

processing time (ms)

190000 1 1 1 1
100 150 200 250 300 350 400

eps
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Resultados da Analise — Variacao da
guantidade de pontos

O Solucgao escalavel;
Q Variacao quantidade de pontos: 246142, 324778, 431698 e
510952 pontos;

QO Estatico:
a eps: 100;
d MinPoints: 50;

—¢— Data set vanation tor Our Approach

450000 5
400000
350000
300000 -
250000
200000 5
150000 S
100000 -

50000

0 1 1 1
200000 300000 400000 500000 600000

number of points

processing time (ms)
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Desafios em Big Data e Conclusao

102



O processo de mineracao de antes nao serve agora?




Desafios em Big Data

d Gerenciamento e Armazenamento

>

>

Tecnologias atuais nao sao adequadas para Big
Data;

Capacidade de armazenamento cresce mais
lentamente do que a quantidade de dados;

Algoritmos nao sao eficientes para trabalhar com
heterogeneidade de dados;

Incompletude dos dados;
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Desafios em Big Data

ad Computacao e Analise dos Dados
» Velocidade;

> Utilizacdo de indice ndo é adequada para dados
complexos;

» Construir e adaptar algoritmos para trabalhar de
forma paralela;

» Aproveitar a infraestrutura em nuvem,
3 Desempenho
ad Congestionamento da rede
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Desafios em Big Data
d Seguranca

>

>

Permitir analise de dados sem informacoes
confidenciais;

Tecnologias atuais para protecao da privacidade
consideram dados estaticos;

O Escalabilidade

>

>

Construir sistemas para processar um volume
crescente de dados;

Volume esta aumentando em uma velocidade
maior do que 0S recursos computacionais;

Crowd-sourcing
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Desafios em Big Data

3 Analise para Big Data
> Alta dimensionalidade dos dados;
> Acumulo de outliers;
» Correlacao incorreta dos dados;
> Alto custo computacional;
> Necessidade de algoritmos complexos;
3 Heterogeneidade

> Multiplas fontes, diferentes pontos de tempo e
diferentes tecnologias;

> Necessidade de procedimentos robusto e
adaptaveis;
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Desafios em Big Data

d Big Data e Cloud

» Necessidade de gerenciar grandes
Infraestruturas;

> Hadoop é complexo e sem suporte gerencial;
B Mais de 150 variaveis a serem configuradas;
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Conclusao

d Gerenciar e analisar um grande volume de
dados € complexo;

d Solucoes atuais nao tratam de forma adequada
este volume
> Necessidade de paralelizar as solucoes;

d Computacao em nuvem contribui para a
construcoes destas solucoes;

d Muitos desafios:

> Armazenamento, processamento, analise,
seguranca, escalabilidade;
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